
D
is

se
rt

aç
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Resumo

Silva, B.S.C. Técnicas de Redução PAPR em Sistemas de Comunicações Móveis com
Base em Aprendizado de Padrões. [dissertação de mestrado]. Santa Rita do Sapucaı́:
Instituto Nacional de Telecomunicações; 2025.

A técnica de modulação com múltiplas portadoras, denominada OFDM, é uma funci-
onalidade de camada fı́sica padronizada para as redes móveis 4G e 5G. No entanto,
o OFDM apresenta uma alta PAPR, o que pode levar os componentes de RF, como
amplificadores, a operar na região não-linear. Esse fato reduz o desempenho do sis-
tema de comunicação e aumenta a emissão fora da banda de interesse. A redução da
PAPR torna-se, portanto, requisito de projeto para sistemas OFDM das redes futuras de
comunicação, sendo os algoritmos baseados em aprendizado de máquina uma possı́vel
solução. Este trabalho propõe um esquema baseado em aprendizado de padrões, no
qual um conjunto de subportadoras é reservado para controlar a PAPR. Os algorit-
mos MCSA e PLSA geram um conjunto de subportadoras piloto com o objetivo de
reduzir a PAPR a um valor alvo especı́fico. A principal diferença entre eles está na
complexidade computacional, uma vez que o PLSA utiliza uma memória adicional,
tornando seu processamento mais inteligente. As técnicas propostas superam as abor-
dagens tradicionais, como o PTS, ao reduzir a PAPR de forma significativa, com a
vantagem adicional de permitir a definição da PAPR máxima tolerável, embora com
um custo em termos de maior complexidade do sistema. Assim, a proposta busca
um equilı́brio entre a redução da PAPR e a complexidade do sistema. No entanto, a
complexidade desses algoritmos apresentam uma variabilidade considerável. Para mi-
tigar esse problema, foi implementado um algoritmo baseado em redes neurais, cujo
objetivo é manter a complexidade constante, independentemente do valor da PAPR
alvo. Essa caracterı́stica oferece uma grande vantagem, pois garante que o hardware
de implementação possa ser especificado para atender à complexidade da rede neural,
sem a necessidade de margem para casos de pico de complexidade.

Palavras-Chave: Algoritmo de Aprendizado de Padrões, Aprendizado de Máquina,
Complexidade do Sistema, OFDM, PAPR, Portadoras Piloto, PTS, Redução de PAPR,
Redes Neurais, 6G.
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Abstract

Silva, B.S.C. Técnicas de Redução PAPR em Sistemas de Comunicações Móveis com
Base em Aprendizado de Padrões. [dissertação de mestrado]. Santa Rita do Sapucaı́:
Instituto Nacional de Telecomunicações; 2025.

The multi-carrier modulation technique, OFDM, is a standardized physical layer func-
tionality for 4G and 5G mobile networks. However, OFDM presents a high PAPR,
which can lead RF components, such as amplifiers, to operate in the non-linear re-
gion. This fact reduces the performance of the communication system and increases
the emission outside the band of interest. Reducing the PAPR becomes, therefore, a de-
sign requirement for OFDM systems in future communication networks, with machine
learning-based algorithms being a possible solution. This work proposes a scheme ba-
sed on pattern learning, in which a set of subcarriers is reserved to control the PAPR.
The MCSA and PLSA algorithms generate a set of pilot subcarriers with the objective
of reducing the PAPR to a specific target value. The main difference between them
is in the computational complexity, since PLSA uses additional memory, making its
processing more intelligent. The proposed techniques outperform traditional approa-
ches, such as PTS, by significantly reducing the PAPR, with the additional advantage
of allowing the definition of the maximum tolerable PAPR, although at a cost in terms
of increased system complexity. Thus, the proposal seeks a balance between PAPR
reduction and system complexity. However, the complexity of these algorithms pre-
sents considerable variability. To mitigate this problem, an algorithm based on neural
networks was implemented, the objective of which is to maintain the complexity cons-
tant, regardless of the target PAPR value. This characteristic offers a great advantage,
as it ensures that the implementation hardware can be specified to meet the complexity
of the neural network, without the need for margin for cases of peak complexity.

Keywords: Pattern Learning Algorithm, Machine Learning, System Complexity,
OFDM, PAPR, Pilot Carriers, PTS, PAPR Reduction, Neural Networks, 6G.
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Capı́tulo 1

Introdução

O aumento exponencial de dispositivos móveis nos últimos anos impulsionou
uma demanda crescente por conectividade [1]. No entanto, a disponibilidade

limitada de recursos espectrais não consegue atender a essa demanda crescente [2].
Nesse contexto, o uso de TV White Space (TVWS) surge como uma solução pro-
missora para contornar a escassez de espectro, apesar das diversas limitações asso-
ciadas a essa tecnologia [3]. A utilização dos canais de TV ociosos nas faixas de
Very High Frequency (VHF) e Ultra High Frequency (UHF) pode facilitar a expansão
dos serviços de internet em áreas com acesso restrito [4, 5]. Ao aproveitar o espectro
disponı́vel em TVWS, é possı́vel melhorar a conectividade em regiões com pouca in-
fraestrutura, isso ocorre porque essas faixas de frequência, originalmente destinadas à
radiodifusão televisiva, possuem boas caracterı́sticas de propagação, além de reduzir
os custos de implantação, pois não é necessário obter licenças especı́ficas de espectro.
Adicionalmente, essa tecnologia permite o compartilhamento de espectro com opera-
doras primárias e redes móveis secundárias, por meio do rádio cognitivo, realizando o
sensoriamento espectral e, como consequência, otimizando a eficiência no uso desse
recurso [6].

Entretanto, no Brasil, a potência máxima de pico de transmissão da rede secundária,
em condições de compartilhamento de espectro, não deve ultrapassar 1 W de pico
entregue à antena por canal de TV utilizado, a fim de garantir a coexistência entre
usuários primários e secundários [7]. Essa limitação de potência restringe o desempe-
nho da rede secundária em termos de cobertura, especialmente se uma forma de onda
multiportadora com alta Peak to Average Power Radio (PAPR) [8], como o Ortho-

gonal Frequency Division Multiplexing (OFDM), for empregada na Physical Layer

(PHY) [9]. Uma forma de onda com alta PAPR pode levar o amplificador a operar
em uma região não linear, resultando em Inter-Carrier Interference (ICI) e alta Out-
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Capı́tulo 1 1.1. Estado da Arte 2

of-Band Emissions (OOBE) nos canais adjacentes [10].

A redução da PAPR é um fator essencial para viabilizar diversas aplicações de sis-
temas OFDM, especialmente em cenários de compartilhamento espectral e otimização
da utilização de bandas subutilizadas. Um exemplo significativo, como já citado, é o
uso de TVWS, onde a redução da PAPR possibilita a utilização de canais adjacentes
aos de transmissão de TV sem causar interferências prejudiciais.

Outros cenários em que a redução da PAPR desempenha um papel crucial incluem o
compartilhamento de espectro em redes móveis com sistemas legados [11], onde a co-
existência de diferentes gerações de redes móveis, como 5G com LTE e, futuramente,
6G com 5G e LTE, exige uma gestão eficiente do espectro, sendo que a redução da
PAPR permite minimizar interferências e aumentar a eficiência espectral. Além disso,
a compatibilidade entre sistemas OFDM e comunicações na banda Industrial, Scien-

tific and Medical (OFDMA) é um fator relevante [12], pois várias versões modernas
do Wi-Fi utilizam OFDM para transmissão nessa faixa, e a redução da PAPR auxilia
na convivência desses sistemas com outros dispositivos que compartilham a mesma
frequência. A operação de sistemas móveis em bandas não licenciadas, como no caso
das tecnologias LTE-U e NR-U [13], também se beneficia da redução da PAPR, já
que esses sistemas dependem de mecanismos eficientes para reduzir a interferência
em redes primárias. Em comunicações via satélite [14], a utilização de OFDM en-
frenta desafios devido ao alto custo e à complexidade dos amplificadores necessários,
mas a redução da PAPR pode diminuir esses requisitos, tornando a tecnologia mais
viável. O uso eficiente de bandas subutilizadas, assim como no TVWS, também se
torna mais acessı́vel com a redução da PAPR, pois isso viabiliza o uso de canais adja-
centes e reduz a necessidade de bandas de guarda, sendo relevante para outras faixas,
como Banda C e Banda Ka [15]. Por fim, na evolução de sistemas de radiodifusão
baseados em OFDM, apesar dos desafios de retrocompatibilidade, futuras gerações de
padrões de radiodifusão poderiam integrar técnicas de redução da PAPR para otimizar
a eficiência espectral e minimizar interferências.

Para reduzir a PAPR, a literatura propõe diversas técnicas, com destaque para os al-
goritmos baseados em Inteligência Artificial (IA), que demonstram eficácia na redução
da PAPR, como será discutido mais adiante.

1.1 Estado da Arte

A literatura apresenta uma ampla gama de estratégias para enfrentar o desafio de
reduzir a PAPR nos sistemas de comunicação [16]. Essas estratégias abrangem tanto
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métodos consolidados quanto técnicas mais recentes, propostas nos últimos anos [17].
Entre as técnicas mais proeminentes destacam-se o Ceifamento e Filtragem, Partial

Transmit Sequence (PTS), Selected Mapping (SLM), Intercalação, Tone Injection (TI),
Tone Reservation (TR) e Active Constellation Extension (ACE).

O método de Ceifamento e Filtragem é amplamente reconhecido por sua simpli-
cidade e eficácia na mitigação da PAPR. Contudo, apresenta uma desvantagem sig-
nificativa: a possı́vel distorção do sinal, que pode comprometer a qualidade geral da
recepção [18, 19]. O PTS, por sua vez, destaca-se por sua capacidade de alcançar
reduções substanciais de PAPR. No entanto, é uma abordagem complexa que exige
múltiplas iterações de fases para atingir os resultados desejados [20, 21].

O SLM também permite reduções significativas da PAPR, com o benefı́cio adi-
cional de ser menos suscetı́vel à distorção do sinal. No entanto, impõe demandas
consideráveis ao poder de processamento computacional e é sensı́vel às condições
não lineares do canal de comunicação sem fio [22, 23]. Já a Intercalação apresenta
eficácia na redução da PAPR, especialmente quando combinada com outras técnicas.
No entanto, sua eficiência depende de configurações especı́ficas e pode ser insuficiente
quando utilizada isoladamente [24, 25].

Além disso, o TI surge como um método eficaz para a redução da PAPR, sendo
menos suscetı́vel a distorções. Para otimizar seu desempenho, no entanto, pode ser ne-
cessário o acesso a informações adicionais do canal, permitindo otimizar a aplicação
do TI para minimizar o impacto negativo na detecção do sinal e na eficiência espec-
tral [26]. O TR, por sua vez, é altamente eficaz na redução da PAPR, especialmente em
sistemas com canais não lineares. Entretanto, trata-se de um método complexo, que
exige a alocação de tons adicionais, resultando em redução da eficiência espectral [27].

Por fim, o ACE destaca-se como uma ferramenta versátil para redução da PAPR,
oferecendo maior flexibilidade ao permitir diferentes esquemas de constelação. Con-
tudo, introduz maior complexidade e requer uma alocação cuidadosa dos pontos de
constelação para alcançar o desempenho desejado [28].

As abordagens convencionais muitas vezes dependem de estratégias de processa-
mento de sinais predefinidas e configurações de parâmetros que podem não se adap-
tar suficientemente às condições operacionais do sistema de transmissão. Por outro
lado, algoritmos baseados em Machine Learning (ML) podem ser projetados e ajus-
tados para superar essa limitação, oferecendo uma abordagem flexı́vel e adaptativa
para a redução da PAPR em sistemas OFDM [29]. Esses algoritmos permitem iden-
tificar padrões nos sinais de transmissão que podem ser explorados para reduzir a
PAPR [30,31]. A capacidade de generalização das Neural Networks (NNs), por exem-
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plo, pode resultar em um desempenho consistente na redução de PAPR, mesmo quando
os padrões dos sinais de transmissão mudam.

Como mencionado anteriormente, algoritmos baseados em ML podem resolver o
problema da PAPR em sistemas OFDM com um custo computacional viável e baixo
impacto na capacidade do sistema. Como mencionado anteriormente, algoritmos ba-
seados em ML podem resolver o problema da PAPR em sistemas OFDM com um
custo computacional viável e baixo impacto na capacidade do sistema. Dentre esses
algoritmos, destacam-se as Artificial Neural Network (ANN), que modelam relações
complexas entre os dados; o Deep Learning (DL), que emprega múltiplas camadas
para capturar padrões hierárquicos; e as NN de forma geral, que englobam diferentes
arquiteturas para otimização do sinal OFDM. Dessa forma, vários estudos na litera-
tura têm investigado a aplicação de diferentes técnicas baseadas em ML para reduzir a
PAPR [32–48].

A seguir, serão apresentadas algumas dessas técnicas, considerando as
contribuições descritas na literatura nos últimos cinco anos. Serão discutidas as prin-
cipais inovações, caracterı́sticas e limitações de cada abordagem.

1.1.1 Redução da PAPR empregando Artificial Neural Network

No contexto da IA, as ANNs são amplamente utilizadas para reconhecimento de
padrões, previsão de séries temporais, otimização e diversas outras aplicações em
aprendizado de máquina. Existem diversas propostas na literatura para reduzir a PAPR
utilizando ANN. [32–38]. Em [32], um autoencoder é empregado para mitigar a PAPR
em um sistema Visible Light Communication (VLC) DC-biased optical OFDM (DCO-
OFDM). O autoencoder proposto reduz a PAPR em até 6,5 dB, preservando uma Bit

Error Rate (BER) aceitável.

Em [33], os autores introduzem um novo método chamado Neural Network ACE

(NN-ACE), voltado para a mitigação da PAPR em sistemas OFDM. A NN-ACE ex-
pande a constelação utilizando um autoencoder treinado para modificar os sı́mbolos
de entrada no domı́nio complexo, reduzindo a PAPR. A análise das curvas de Com-

plementary Cumulative Distribution Function (CCDF) da PAPR e da potência do sinal
revela que, embora o método ACE reduza a PAPR, isso ocorre às custas de um aumento
na potência do sinal. Por outro lado, a NN-ACE atinge uma redução maior da PAPR,
mas com maior consumo de energia. Adicionalmente, sua implementação resulta em
uma degradação da BER.

Em [34], os autores apresentam uma abordagem para aumentar a eficiência de sis-
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temas VLC-OFDM, mitigando os efeitos adversos causados pela alta não-linearidade
dos Light Emitting Diode (LED)s. A solução combina um esquema de redução de
PAPR com autoencoders ponderados e técnicas de ceifamento de amplitude. A ANN
é utilizada para adquirir e otimizar adaptativamente o mapeamento da constelação. Os
resultados demonstram que o método hı́brido baseado em autoencoders reduz a PAPR
em cerca de 12 dB, mostrando resiliência às não-linearidades dos LEDs e melhor de-
sempenho em termos de BER quando comparado aos métodos convencionais.

Já em [35], a mitigação da PAPR em sistemas Generalized Frequency Division Mul-

tiplexing (GFDM) é realizada por meio de um codificador-decodificador ANN, comu-
mente referido como autoencoder. A estratégia proposta, chamada PAPR-Reducing

Network (PRnet), é avaliada através da análise da CCDF da PAPR. A eficácia dessa
abordagem é comprovada pela comparação com métodos convencionais, demons-
trando sua superioridade na redução da PAPR.

Além disso, [36] apresenta um método que utiliza uma ANN composta por módulos
de redução e descompressão de PAPR, treinados off-line para reduzir simultaneamente
a PAPR e a BER. No receptor, o módulo de descompressão auxilia na reconstrução
do sinal, minimizando a BER sem comprometer o desempenho geral. Comparado a
métodos como ceifamento e PRnet, a abordagem proposta oferece desempenho supe-
rior em termos de PAPR e BER, com uma redução de até 3,5 vezes na BER a 20dB
de Signal-to-Noise Ratio (SNR). Além disso, apresenta menor complexidade compu-
tacional em relação à PRnet, tornando-se uma solução promissora para futuras redes
móveis.

Em [37], os autores propõem uma abordagem baseada em ML chamada PAPRer,
projetada para ajustar de forma automática e precisa o alvo ideal de PAPR. A análise de
complexidade do método mostra que a PAPRer atinge um equilı́brio entre desempenho
e eficiência computacional. O estudo também explora um método baseado em ML para
lidar com a Inter-Carrier Waveform (ICWEF).

Por fim, [38] utiliza o modelo LSTM-Autoencoder (LSTM-AE) devido à sua capaci-
dade de lidar com dados sequenciais e flexibilidade para equilibrar a PAPR e a BER por
meio do ajuste de hiperparâmetros. A proposta visa abordar o problema da PAPR em
sistemas OFDM, particularmente em contextos de VLC. O modelo LSTM-AE, que
combina autoencoder e Long Short Term Memory (LSTM), aprende representações
concisas da entrada e acomoda sequências de comprimento variável. Essa abordagem
apresenta desempenho superior na redução da PAPR, mantendo um equilı́brio satis-
fatório em termos de BER.

Os autores ressaltam, contudo, a necessidade de pesquisas adicionais, especial-
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mente para desenvolver métodos de treinamento mais eficientes e aplicáveis a sis-
temas OFDM de maior escala, com um número elevado de subportadoras e ordens
de modulação superiores. Nos estudos analisados, as configurações mais comuns in-
cluem modulação 16-QAM com 512 subportadoras, além de outras variações, como
4-Quadrature Amplitude Modulation (QAM), 16-QAM, 64, 512 e 1024 subportadoras.

1.1.2 Redução da PAPR empregando Deep Learning

Outra técnica amplamente estudada para abordar o problema da elevada PAPR é
o uso de DL [39–46]. O DL é um ramo do aprendizado de máquina baseado no uso
de ANN com múltiplas camadas. Diferente das ANN tradicionais, que geralmente
possuem poucas camadas, o DL explora redes profundas para capturar representações
mais complexas dos dados. Em [39], os autores empregam um paradigma de DL para
implementar um autoencoder, que se mostra altamente eficaz no tratamento da não-
linearidade induzida por LED em sistemas VLC. O modelo proposto mitiga, além da
não-linearidade do LED, outras distorções não lineares e a Inter-Symbolic Interference

(ISI), lidando também com a interferência de canais multipercurso, o que resulta em
melhorias no desempenho do sistema.

Em [40], os autores apresentam um esquema chamado Tone Reservation Network

(TRNet), baseado em DL, que reduz de forma eficiente a PAPR. A TRNet adapta-se
aos sinais de entrada, gerando formas de onda com picos de menor amplitude. Por
meio de simulações, foi demonstrado que o método supera outras estratégias em ter-
mos de redução de PAPR, utilizando um número reduzido de tons reservados e sem
comprometer o desempenho em termos de BER.

Um novo algoritmo de DL é introduzido em [41] para mitigar a PAPR em sistemas
OFDM. Este algoritmo combina um esquema iterativo de cancelamento de pico com
uma rede DL, otimizando os pesos durante o treinamento e reduzindo a PAPR. Além
disso, ele apresenta menor complexidade e custo energético na fase de treinamento.

Em [42], os autores propõem um esquema de modulação adaptativa para melho-
rar a eficiência energética do OFDM, aplicando restrições de potência e ordem de
modulação. Devido à natureza não convexa do problema, um algoritmo de DL com
aprendizado online foi empregado, alcançando um aumento de eficiência energética e
redução de PAPR em mais de 3 dB. No entanto, o ganho modesto frente à complexi-
dade do aprendizado online deve ser considerado.

No trabalho de [43], os autores exploram receptores baseados em Deep Neural

Network (DNN), em que uma DNN é um tipo especı́fico de ANN com múltiplas
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camadas ocultas, sendo a principal estrutura utilizada no DL, para sistemas Layered

Asymmetrically Clipped OFDM (LACO-OFDM). Eles analisam a eficiência espectral,
a complexidade do sistema e determinam o número ideal de camadas Fully Connected

(FC) para detecção do sinal. A técnica Optical (Optical, O)-OFDMNet, proposta no
estudo, utiliza DL para geração e detecção de sinais LACO-OFDM e DCO-OFDM,
destacando-se pela baixa complexidade e eficiência energética, ao reduzir tanto a BER
quanto a PAPR.

Em [44], é apresentada a PR-Deep Unfolding Network (DUN), uma DUN proje-
tada para mitigar a PAPR em sinais OFDM. O modelo ajusta dinamicamente seus
parâmetros por meio de retropropagação e minimiza uma função de perda especı́fica
para PAPR. A PR-DUN acomoda restrições de potência de transmissão, otimizando
variáveis de forma eficiente e com baixo custo computacional.

Outro método é proposto em [45], onde a Residual Deep Neural Network (RDNN)
tradicional é substituı́da pela Tensor-train Residual Deep Neural Network (TT-RDNN),
resultando em menor número de parâmetros e uso de memória. A RDNN e o TT-
RDNN são extensões de DNN. Essa abordagem garante a linearidade do amplificador
de potência, reduzindo significativamente a PAPR de sinais OFDM, enquanto mantém
o desempenho em termos de BER.

Finalmente, em [46], uma abordagem orientada por aprendizado é aplicada
para projetar conjuntamente os filtros de transmissão e recepção em sistemas de
comunicação, maximizando as taxas de transmissão e controlando a Adjacent Channel

Leakage Ratio (ACLR) e a PAPR. Esse esquema reduz tanto a ACLR quanto a PAPR
sem adicionar complexidade significativa ao sistema.

1.1.3 Outras abordagens para o uso de Machine Learning

Além das técnicas baseadas em ML, a literatura explora outras abordagens para o
uso dessa ferramenta. Por exemplo, em [47], os autores apresentam um método de
baixa complexidade para reduzir a PAPR em sinais OFDM utilizando Monte Carlo

Tree Search (MCTS). A estratégia da MCTS consiste em criar uma estrutura em
árvore que representa o espaço de busca da solução ótima. Além disso, é apresen-
tada uma versão simplificada do método PTS, baseada na abordagem convencional
dessa técnica. O estudo também introduz o Monte Carlo PTS (M-PTS), que combina
a MCTS para aprimorar a redução da PAPR em sistemas OFDM. A proposta alcança
uma melhoria de 0.2 dB na PAPR, reduzindo pela metade o custo computacional.

Por fim, em [48], os autores propõem uma nova técnica baseada em ML para reduzir
a PAPR em sistemas Multiple-Input Multiple-Output (MIMO)-OFDM. Essa aborda-
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gem utiliza o modelo Random Sample Consensus (RANSAC), que detecta o número
de outliers (valores com maior desvio em relação à função de otimização) em cada
conjunto de candidatos gerados. O modelo considerado como ideal é aquele que mi-
nimiza a quantidade de outliers. Além disso, técnicas como DNN e Self-Organized

Map (SOM) são integradas ao processo, tornando a abordagem eficiente na redução da
PAPR em sistemas MIMO-OFDM.

A partir da discussão detalhada sobre as abordagens de redução da PAPR basea-
das em ML, a Tabela 1.1 apresenta uma sı́ntese das principais contribuições dos estu-
dos, comparando a redução da PAPR alcançada por técnicas baseadas em ML com os
métodos clássicos. A Tabela 1.2 apresenta, em ordem cronológica, as soluções base-
adas em ML para mitigar a alta PAPR, destacando os objetivos de cada abordagem.
Por fim, a Tabela 1.4 apresenta as principais contribuições e limitações dos trabalhos
analisados.

1.2 Objetivo e Contribuição

Embora as técnicas aqui descritas possam efetivamente reduzir a PAPR, a maioria
delas não permite definir um valor alvo especı́fico para este parâmetro. Com a forte
limitação de potência imposta pela regulamentação brasileira para TVWS, é impor-
tante garantir que os transmissores operem próximo ao seu ponto de compressão de
1 dB sem introduzir interferência não linear no sinal transmitido. Portanto, o principal
objetivo desta dissertação é propor técnicas de redução de PAPR que possam atingir
um determinado valor alvo com complexidade acessı́vel, permitindo que os transmis-
sores de TVWS operem de forma eficiente. A eficiência das abordagens propostas será
analisada em termos de CCDF da PAPR e em termos de BER através de simulações
computacionais.

1.3 Organização da dissertação

A dissertação está organizada da seguinte forma: o Capı́tulo 2 oferece uma revisão
concisa do sistema OFDM, abordando sua geração e recepção, bem como o desempe-
nho em termos de PAPR e BER/Symbol Error Rate (SER). Esse capı́tulo também inclui
uma análise espectral dos sinais OFDM, o dimensionamento do sistema em função da
resposta ao impulso do canal e os impactos da não-linearidade no OFDM. O Capı́tulo 3
explora o PTS, um método clássico usado como referência para os algoritmos propos-
tos. No Capı́tulo 4, são introduzidas duas técnicas de redução de PAPR, denominadas
Memory-less Continuous Search Algorithm (MCSA) e Pattern-Learning Search Algo-
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rithm (PLSA), junto com uma análise da complexidade dos algoritmos e da relação
entre a restrição de PAPR e a complexidade. O Capı́tulo 5 apresenta uma explicação
detalhada sobre uma NN que atinge o mesmo desempenho dos algoritmos MCSA e
PLSA, porém com menor complexidade. Este capı́tulo também discute a análise da
complexidade de implementação da NN. O Capı́tulo 6 fornece uma análise numérica
referente à PAPR, à complexidade computacional e à BER. Finalmente, o Capı́tulo 7
encerra a dissertação com as conclusões.

Tabela 1.1: Redução da PAPR alcançada pelas técnicas baseadas em ML quando comparadas
com métodos PAPR clássicos.

Ref. PTS SLM Ceifamento / Filtragem TR ACE
[32] 4dB - 7dB - -
[34] - 9dB 6.5dB - -
[39] 3dB - - - -
[33] - - - - 5dB
[40] - - 4.5dB 7dB -
[36] - - 3dB - -
[48] - - 4.5dB - -
[41] - 2dB - - -
[47] 2.5dB - - - -
[38] - - 2.7dB - -
[44] - 3dB - - -
[45] - - 4dB - -
[35] - 7dB - - -
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Tabela 1.2: Visão geral do estado da arte das técnicas de redução de PAPR baseadas em ML
(2019-2023).

Ano Ref. Técnica ML Objetivo
2019 [32] ANN Redução da PAPR.
2019 [34] ANN Melhora o desempenho do sistema in-

terno VLC-OFDM.
2019 [39] DNN Melhora o desempenho da BER no VLC.
2019 [33] ANN Reduz a PAPR dos sı́mbolos OFDM.
2020 [40] DNN É usado para gerar um sinal de cancela-

mento de pico para reduzir a PAPR.
2020 [36] ANN Reduz a PAPR em transmissores sem fio.
2020 [48] RANSAC Redução da PAPR em MIMO
2021 [41] DNN Redução da PAPR em sistema OFDM.
2021 [43] DNN Redução da PAPR usando O-OFDMNet.
2021 [47] MCTS Redução da PAPR de sinais OFDM.
2022 [38] ANN Melhora o desempenho do sistema VLC

reduzindo a PAPR.
2022 [44] DUN Enfrenta os desafios da PAPR.
2022 [37] ANN Redução da PAPR.
2022 [45] DNN Mitiga a alta PAPR nas transmissões de

ultraportadoras.
2022 [46] DNN Melhora a eficiência espectral e reduz a

PAPR.
2023 [42] DNN Redução da PAPR.
2023 [35] ANN Redução da PAPR no GFDM.
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Tabela 1.3: Parte 1: Contribuições e Limitações das abordagens de redução de PAPR baseadas
em ML (2019-2023).

Ref. Contribuição Limitação
[32] PAPR é reduzida para 6, 5 dB

em comparação com métodos
convencionais.

Falta de comparação de complexidade,
não está claro se a redução da PAPR
mantém a BER original, incerteza sobre
o impacto no desempenho do sistema.

[34] Uma redução de PAPR de
12 dB e melhor desempenho
de BER.

Implementações práticas pouco viáveis,
variações nas condições do sistema não
totalmente capturadas em simulações.

[39] Mitigação eficaz da não-
linearidade do LED e
desempenho aprimorado de
BER.

A instabilidade do treinamento da rede
indica que pode haver obstáculos na fase
de treinamento da rede neural, dificul-
tando a obtenção de um desempenho
mais confiável.

[33] Reduzir a PAPR em um mo-
delo de canal não-linear.

ANN-ACE aumenta o consumo de ener-
gia e a degradação no desempenho geral
de BER quando a ANN-ACE é imple-
mentada.

[40] Fornece um melhor desempe-
nho de redução de PAPR com
menos TR.

Esforço computacional e tempo consi-
deráveis na fase de treinamento.

[36] Redução de PAPR e
minimização de BER através
de treinamento offline.

Ausência de exploração de compromis-
sos entre a redução de PAPR e outras
métricas de desempenho.

[48] Redução de PAPR baseada
nas abordagens clássicas de
ML.

Otimização demorada de hiper-
parâmetros, RANSAC requer um
grande número de iterações.

[41] Obtém redução da PAPR,
baixa complexidade e baixo
custo de treinamento.

Risco de overfitting devido ao excesso
de dados de treinamento. O desempenho
abaixo da média é observado quando o
número de subportadoras excede um va-
lor especı́fico.

[43] O-OFDMNet otimiza BER e
PAPR em um decodificador
de canal de decisão suave.

O LACO-OFDM resulta em distorção
não-linear significativa.

[47] Complexidade reduzida PTS
e melhoria de desempenho
PAPR.

À medida que a PAPR diminui, a com-
plexidade aumenta. O método proposto
apresenta uma queda de PAPR de 1, 16
dB.
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Tabela 1.4: Parte 2: Contribuições e Limitações das abordagens de redução de PAPR baseadas
em ML (2019-2023).

Ref. Contribuição Limitação
[38] Método de redução de PAPR

que melhora efetivamente o
desempenho do VLC en-
quanto alcança um compro-
misso equilibrado de BER.

Alto consumo de tempo no processo de
treinamento.

[44] Redução significativa de
PAPR, BER e carga compu-
tacional reduzida.

A melhoria do desempenho atinge o
ponto de saturação devido a uma
restrição na potência de transmissão.

[37] PAPRer oferece uma com-
plexidade de desempenho
favorável para redução da
PAPR.

Falta de comparação da complexidade
computacional.

[45] Redução de PAPR enquanto
mantém a eficiência espec-
tral e minimiza a distorção
na banda por meio da técnica
TT-RDNN.

Não considera métricas importantes,
como eficiência espectral e potencial
distorção não-linear em sistemas onde a
PAPR excede a In-Band Outage.

[46] Redução de PAPR em
comparação com métodos
tradicionais.

Dificuldade em equilibrar a taxa de da-
dos, ACLR e PAPR.

[42] Uma solução DL que re-
duz 3 dB da PAPR em
comparação com métodos
convencionais.

Falta de análise de complexidade, via-
bilidade de implementação e possı́veis
desvantagens.

[35] PAPR e BER do sistema
GFDM são reduzidas consi-
deravelmente.

Falta de análise de complexidade com-
putacional.



Capı́tulo 2

Princı́pios do OFDM

A técnica de modulação conhecida como OFDM é amplamente empregada em sis-
temas de comunicação sem fio [49]. Nesse método, utilizam-se múltiplas subportado-
ras ortogonais para transmitir os sı́mbolos provenientes de uma constelação em fase e
quadratura [50]. Dentre as vantagens do OFDM, destacam-se sua robustez a múltiplos
percursos, desde que o número de subportadoras seja adequadamente dimensionado
em relação à banda de coerência do canal e o comprimento do Ciclic Prefix (CP)
seja suficientemente longo para garantir a recuperação da resposta ao impulso do ca-
nal. Além disso, a técnica apresenta baixa complexidade de implementação devido
ao uso da Inverse Fast Fourier Transform (IFFT)/Fast Fourier Transform (FFT) e à
equalização no domı́nio da frequência [51].

Nas seções seguintes, apresentam-se os principais conceitos associados ao sistema
OFDM, à PAPR, o desempenho em termos de BER, à análise espectral, o dimensi-
onamento do OFDM em função da resposta ao impulso do canal e os impactos da
não-linearidade no OFDM.

2.1 Geração e Recepção de Sinais

No transmissor OFDM, conforme ilustrado na Figura 2.1, o vetor de bits
b = [b0, b1, . . . , bµK−1], b ∈ R(µK)×1, é mapeado em um vetor de sı́mbolos de da-
dos s = [s0, s1, . . . , sK−1], s ∈ CK×1, correspondente a uma constelação em fase e
quadratura, tipicamente QAM, onde µ = log2M é o número de bits por sı́mbolo, M
é a ordem de modulação e K é o número de subportadoras. Cada elemento de s, por-
tanto, contém µ bits de dados e modula uma determinada subportadora no conjunto de
subportadoras ortogonais disponı́veis. O vetor s é aplicado ao bloco responsável por
computar a IFFT, permitindo interpretar que o vetor de sı́mbolos M-QAM representa

13
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o sinal OFDM no domı́nio da frequência, enquanto

x = FH
Ks (2.1)

representa o sı́mbolo OFDM no domı́nio do tempo, onde (·)H é o operador hermitiano,
e FK ∈ CK×K é a matriz de Fourier normalizada, dada por [52]

FK =
1√
K



1 1 1 · · · 1

1 φ φ2 · · · φK−1

1 φ2 φ4 · · · φ2(K−1)

... ... ...
1 φK−1 φ2(K−1) · · · φ(K−1)(K−1)


, (2.2)

sendo φ = e−j 2π
K .

Input Modulation S/P

I
F
F
T

Add
Ciclic
Prefix

P/Sb s

s0

s1

sK−1

x0

x1

xK−1

x̄

Figura 2.1: Diagrama de blocos de um transmissor OFDM.

Um CP composto por KCP amostras é introduzido em x, resultando em x̄ ∈
C(K+KCP)×1, como ilustrado na Figura 2.2. O CP é uma cópia das últimas KCP amostras
do sı́mbolo. A inclusão do CP é essencial para proteger o sı́mbolo OFDM, prevenindo
a interferência entre sı́mbolos OFDM adjacentes devido à resposta ao impulso de um
canal com múltiplos percursos. Para garantir a eficácia dessa proteção, é necessário
que KCP ≥ ι − 1, onde ι representa o comprimento da resposta ao impulso do ca-
nal [53].

CP x

KCP

Figura 2.2: CP introduzido no sı́mbolo OFDM no domı́nio do tempo.

O sinal x̄ é transmitido por um canal com resposta ao impulso h ∈ Cι×1, resultando
em uma convolução linear dada por

y = h ∗ x̄+ w̄, (2.3)
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Figura 2.3: Diagrama em blocos de um receptor OFDM.

2.2 Desempenho em termos de BER/SER

Para avaliar o desempenho de uma modulação QAM em termos de SER, pode-se
analisá-la matematicamente por [56]

Perro =

∫ ∞

x0+
dmin

2

1√
2πσ

exp

(
−(x− x0)

2

2σ2

)
dx

= Q

(
dmin

2σr

+
x− x0

σr

)
= Q

(
dmin

2σ

)
, (2.9)

onde Perro representa a probabilidade de erro para um sı́mbolo vizinho, x e x0 cor-
respondem aos pontos inicial e final do sı́mbolo na constelação, dmin denota a me-
nor distância entre dois sı́mbolos dessa constelação, e Q é uma função amplamente
utilizada em comunicações digitais que fornece a probabilidade de que uma variável
aleatória normal padrão assuma valores maiores que um determinado limiar.

O desempenho da SER para uma modulação M -QAM quadrada, para qualquer
valor de M , considerando um canal AWGN, é dada por [57]

Ps = µ̄Q

(
dmin

2σ

)
= µ̄Q

(√
d2min

4σ2

)

= µ̄Q

(√
2ξĒ

4N0

2

)
= µ̄Q

√ξ
Ē

N0

 , (2.10)

em que Ē é a energia média da constelação, µ̄ = 4(
√
M − 1)/

√
M representa o

número médio de sı́mbolos vizinhos de um determinado sı́mbolo, ξ = 3/(M − 1) é o
fator de ajuste da constelação, introduzido para garantir que a distância média entre os
sı́mbolos vizinhos seja a mesma para qualquer valor de M .

No caso de o canal apresentar ação seletiva no domı́nio da frequência [58], que
ocorre quando há múltiplos percursos de propagação com diferentes atrasos, cada sub-
portadora será ponderada pelo ganho do canal na sua frequência, resultando em uma
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SNR distinta para cada subportadora, dada por

γk = |H[k]|2ξ Ē

N0

, (2.11)

o que faz com que a probabilidade de erro seja

Ps[k] = µ̄Q(
√
γk). (2.12)

O desempenho da SER para um canal seletivo no domı́nio da frequência é dado por

Ps =
µ̄

K

∫ K−1

k=0

Q(
√
γk) dk. (2.13)

A BER, considerando mapeamento Gray, é dada por

Pb =
Ps

log2(M)
. (2.14)

A Figura 2.4 mostra a BER, considerando um canal seletivo em frequência, para
uma resposta ao impulso h = [1, 0.3]T , para K = 512 e diferentes ordens de
modulação (M = 16, 32, 64, 128 e 256).
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Figura 2.4: Curva teórica da BER para as modulações 16-QAM, 32-QAM, 64-QAM, 128-QAM
e 256-QAM, considerando um canal seletivo no domı́nio da frequência.

Nota-se, na Figura 2.4, que, à medida que a ordem da modulação aumenta, a BER
também cresce para uma dada SNR. Dessa forma, pode-se concluir que o aumento da
vazão, causado pela transmissão de uma maior quantidade de bits por sı́mbolo, leva à
necessidade de elevação da potência de transmissão para manter a mesma BER alvo.
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2.3 PAPR em sinais OFDM

Define-se a PAPR, P , como a razão entre a potência de pico e a potência média de
um determinado sinal, ou seja,

P =
max

(
|x|2
)

E
[
|x|2
] , (2.15)

em que E[·] representa o valor esperado de seu argumento.

Como o sinal OFDM é formado pela soma de K sinais independentes, resultantes da
modulação de cada subportadora por um sı́mbolo M-QAM aleatório, sua envoltória no
domı́nio do tempo tende a se comportar como uma variável aleatória com distribuição
Gaussiana, especialmente para um número elevado de subportadoras. Portanto, existe
a possibilidade de que essas diversas componentes se somem em fase, resultando em
picos instantâneos de amplitude e, consequentemente, em uma elevada PAPR. Em
outras palavras, há uma variação considerável na amplitude ao longo do tempo, o que
significa que, em determinados momentos, a amplitude pode ser significativamente
maior do que o valor da Root Mean Square (RMS), resultando em uma alta PAPR.
Esses picos podem ser observados na Figura 2.5, que apresenta um sı́mbolo OFDM
gerado com sı́mbolos 16-QAM e com diferentes números de subportadoras (32, 64
e 256) e tempo de amostragem de 0, 01µs. Nota-se que, quanto maior o número de
subportadoras, maior é a probabilidade de ocorrência de picos de amplitude e, como
consequência, maior a PAPR.

Os picos de potência do sinal podem levar o amplificador de potência do transmissor
à saturação. Quando isso acontece, o amplificador ceifa o sinal de saı́da, de modo que
sua função de transferência deixa de ser linear, introduzindo distorções não lineares no
sinal transmitido. Essas distorções causam ICI e interferência em canais adjacentes,
uma vez que provocam o aumento da OOBE.

Uma abordagem comum para mitigar o impacto da PAPR em amplificadores é em-
pregar um back-off da ordem de grandeza da PAPR. Isso significa projetar o amplifica-
dor para operar com uma potência média inferior à sua potência nominal, de modo que
os picos de amplitude não levem o amplificador à saturação. No entanto, esse back-

off de potência resulta em menor eficiência energética do amplificador, pois, quando
o sinal apresenta valores de potência instantânea baixos, o excedente de potência do
amplificador é dissipado na forma de calor.

Por esse motivo, a redução da PAPR em sinais OFDM é um tópico de pesquisa rele-
vante, com impacto positivo na eficiência energética de sistemas de comunicação. As
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(a) Śımbolo OFDM para K = 32 subportadoras e P = 10.52 dB.
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(b) Śımbolo OFDM para K = 64 subportadoras e P = 11 dB.
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á
ri
o

(c) Śımbolo OFDM para K = 256 subportadoras e P = 11.79 dB.

Figura 2.5: Sı́mbolos OFDM no domı́nio do tempo.

técnicas propostas visam mitigar os picos de potência, melhorar a eficiência energética
do sistema e reduzir perdas em termos de BER ou o aumento da OOBE.

2.4 Análise Espectral OFDM

A Power Spectral Density (PSD) representa a forma como a potência de um sinal
se distribui ao longo da frequência. No caso do OFDM, a PSD pode ser interpre-
tada como a soma das K subportadoras ortogonais, moduladas individualmente por
sı́mbolos M -QAM.

O fato de os sı́mbolos M -QAM se manterem constantes durante a duração do
sı́mbolo OFDM resulta em um formato de pulso retangular, transladado para a
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frequência da subportadora fk, de modo que, para uma subportadora especı́fica, tem-se
que Xk(t) = ske

jwkt, onde considerou-se que a frequência de amostragem tende ao
infinito (sinal contı́nuo) [57].

Neste caso, a PSD desta portadora é dada por

S(f) = Ex{|sk|2}T sinc2[(f − fk)T ], (2.16)

onde T é o perı́odo do sinal, ou seja, a duração do sinal OFDM.

O espaçamento de ∆f = 1/T Hz entre as subportadoras garante a ortogonalidade
entre elas, de modo que a PSD do sinal OFDM é dada por [57]

S(f) = Ex{|s|2}T
K−1∑
k=0

sinc2[(f − fk)T ], (2.17)

onde fk − fk-1 = ∆f .

A Figura 2.6 compara a PSD de uma subportadora com a PSD de um sı́mbolo
OFDM. Nesta figura, utilizou-se K = 16 subportadoras, 16-QAM e T = 1s.
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Figura 2.6: Comparação entre as PSDs de uma subportadora e do sı́mbolo OFDM para 16
subportadoras e 16-QAM.

Considerando como referência os primeiros nulos do lóbulo principal da função
Sinc2, a largura de faixa de uma subportadora é dada por

Bsp =
2Rb

K log2M
=

2Rs

K
= 2∆f , (2.18)

onde Rb é a taxa de transmissão e Rs é a taxa de sinalização.

Como as subportadoras se sobrepõem no espectro, como pode ser visto na
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Figura 2.7, para K subportadoras, a banda total ocupada é dada por

BT =
(K + 1)Rb

K log2M
=

K + 1

K
Rs. (2.19)

BT

∆f∆f
Freq

Sk(f)

Figura 2.7: Banda total para K subportadoras.

2.5 Dimensionamento do OFDM em função da res-
posta ao impulso do canal

Nesta seção, será analisado como o efeito de múltiplos percursos impacta o sinal
OFDM, detalhando o dimensionamento do sistema em função da resposta ao impulso
do canal, baseando-se na dissertação [59].

O desempenho de um sistema de comunicação digital depende de como a seletivi-
dade em frequência do canal afeta as componentes espectrais do sinal. Para entender
esse impacto, é necessário verificar se a resposta em frequência do canal distorce o
sinal de maneira seletiva, o que pode ser observado ao comparar a largura de faixa do
sinal com a banda de coerência do canal.

A banda de coerência de um canal com múltiplos percursos é a largura de faixa em
que o canal se comporta como plano. Se a largura de faixa do sinal for maior que essa
banda, as componentes do sinal serão afetadas de maneira desigual, tornando o canal
seletivo em frequência, ou seja,

Bs ≤ Bc, canal plano, (2.20)

Bs > Bc, canal seletivo,

em que Bs é a banda do sinal e Bc é a banda de coerência do canal.
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A banda de coerência do canal é definida como [60]

Bc =
1

kσT

, (2.21)

onde k é um fator que reflete a robustez da modulação às variações na resposta em
frequência do canal. Para modulações robustas, k = 5 (banda de coerência de 50%),
enquanto modulações menos robustas utilizam k = 50 (banda de 90%). O termo σT

representa o espalhamento temporal do canal e é dado por [60]

σT =

√
T 2 − T

2
, (2.22)

onde T é o atraso médio do canal, dado por

T =

∑In−1
i=0 a2i τi∑In−1
i=0 a2i

, (2.23)

onde τi é o atraso, ai é a amplitude do impulso i, e In a quantidade total de ambos.

O segundo momento T 2 é [60]

T 2 =

∑In−1
i=0 a2i τ

2
i∑In−1

i=0 a2i
. (2.24)

A inserção do CP no OFDM estende a duração do sı́mbolo ao atuar como tempo de
guarda, definido como Tg = KCPTs, onde KCP = τmax/Ts e Ts é o tempo de sı́mbolo.
Essa extensão não carrega dados úteis, impactando a taxa de transmissão e reduzindo
a vazão do sistema. Esse aumento no bloco OFDM é dado por [60]

TOFDM = (rTG + 1)T = (rTG + 1)KTs, (2.25)

onde rTG = ∆T/T .

Com cada subportadora carregando um sı́mbolo M -QAM, a carga de bits por bloco
OFDM é de K log2(M) bits. Esses bits são transmitidos em TOFDM segundos, resul-
tando em uma taxa de bits [60]

Rb =
K log2(M)

TOFDM

=
log2(M)Rs

(rTG + 1)
, (2.26)

onde Ts = 1/Rs.

A inclusão do tempo de guarda reduz a eficiência espectral do sistema, uma vez que
uma fração do intervalo de tempo disponı́vel para transmissão de dados é utilizada para
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mitigar interferências, resultando em uma menor taxa de transmissão efetiva. No en-
tanto, essa medida é essencial para eliminar a ICI, garantindo que os sı́mbolos OFDM
sejam recebidos sem interferência entre subportadoras. Ainda assim, é necessário ado-
tar técnicas que minimizem os efeitos das réplicas atrasadas do bloco sobre o próprio
bloco, pois essas réplicas podem introduzir distorções no sinal recebido, comprome-
tendo o desempenho do sistema.

2.6 Impactos da não-linearidade no OFDM

A não-linearidade introduzida por amplificadores desempenha um papel crucial no
desempenho dos sistemas de comunicação que utilizam o OFDM. Quando um sinal
OFDM é amplificado, é fundamental que as distorções introduzidas pelos amplificado-
res não comprometam a eficiência e a confiabilidade do sistema. Nesta seção, será ex-
plorado como essas não-linearidades afetam o sinal OFDM e quais são as implicações
na performance geral do sistema, baseando-se na dissertação [59].

Os amplificadores são dispositivos que introduzem não-linearidades conforme o
nı́vel do sinal de entrada. Em teoria, ao aplicar um sinal de entrada, a saı́da deveria
apresentar uma amplitude G vezes maior. O amplificador ideal possui um ganho G(s),
ilustrado pela curva na Figura 2.8. Contudo, na prática, os amplificadores atingem
uma região de saturação e operam de forma linear apenas até certo ponto, após o qual
a potência de saı́da começa a diminuir. Com o aumento da potência de entrada, ocorre
uma compressão na resposta do sinal de saı́da, desviando a curva do comportamento
ideal, e essa diferença se torna mais evidente à medida que a potência de entrada cresce
[55].
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Figura 2.8: Amplificador não linear e linear.

Na Figura 2.8, o ponto marcado indica a transição entre as regiões linear e não-
linear, marcando a compressão de 1 dB, ou seja, o ganho do amplificador está 1 dB
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abaixo do valor ideal. Picos de sinal que excedem esse limite sofrem compressão
significativa, o que torna os efeitos não-lineares inevitáveis. Essa não-linearidade é
prejudicial para sistemas OFDM, principalmente devido à intermodulação entre dife-
rentes portadoras, que gera frequências indesejadas na banda do sinal, resultando em
ICI e comprometendo o desempenho do sistema [55].

Além disso, essa intermodulação distorce o espectro do sinal OFDM, aumentando
a OOBE. Isso causa contaminação de frequências fora da faixa designada, potenci-
almente interferindo com outras estações base e até com outros usuários. Assim, é
crucial evitar a OOBE [55].

Operar no ponto de compressão de 1 dB é desafiador para sinais com alta PAPR,
cuja redução é o nosso objetivo.

2.7 Conclusão

A análise apresentada neste capı́tulo permitiu explorar em detalhes os princı́pios
fundamentais da modulação OFDM e suas aplicações em sistemas de comunicação
sem fio. Foi demonstrado como o uso de múltiplas subportadoras ortogonais possibi-
lita uma transmissão eficiente de dados, aumentando a robustez contra interferências
de múltiplos percursos e reduzindo a complexidade de implementação por meio das
transformadas FFT/IFFT.

Além disso, foram descritos os principais processos envolvidos na geração e
recepção de sinais OFDM, incluindo a inserção do CP, que é essencial para evitar
a interferência entre sı́mbolos consecutivos. A estrutura de equalização no domı́nio da
frequência, especificamente o método de zero-forcing, foi abordada.

Por fim, o capı́tulo apresentou uma análise do desempenho em termos de BER/SER
para a modulação QAM no contexto do OFDM, demonstrando a relação entre a densi-
dade espectral de potência do ruı́do e a probabilidade de erro de sı́mbolo. Também foi
discutido o dimensionamento do OFDM em função da resposta ao impulso do canal e
os impactos da não-linearidade no OFDM.
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Técnica Clássica PTS

Diversas técnicas foram desenvolvidas para mitigar o problema de alta PAPR em
sistemas que empregam OFDM, como mencionado em [61] e no capı́tulo 1. O ob-
jetivo dessas técnicas é reduzir a ocorrência de picos de potência que podem levar à
saturação do amplificador, comprometendo a eficiência e a linearidade do sistema de
comunicação.

O PTS foi escolhido como método de comparação dos algoritmos propostos por
ser amplamente utilizado na literatura como referência para comparação de desempe-
nho [62]. Esse método destaca-se por sua implementação simples, complexidade cons-
tante e por manter a BER inalterada na recepção. Para esclarecer o funcionamento do
método PTS para controle de PAPR, este Capı́tulo será organizado nas subseções 3.1
e 3.2, que abordam a descrição do método e a complexidade computacional, respecti-
vamente.

3.1 Descrição do PTS

No método PTS, a carga útil s, definido como o vetor de sı́mbolos da constelação
M-QAM, é particionada em D sub-blocos, cada sub-bloco sendo composto de uma
sequência especı́fica de amostras não sobrepostas. Por exemplo, o primeiro sub-bloco,
s1, é composto pelas primeiras K/D amostras de s seguidas pelas entradas restantes
sendo preenchidas com zeros, enquanto o segundo sub-bloco, s2, inclui as K/D amos-
tras adjacentes de s, seguidas por preenchimento de zeros, e assim por diante. Este
processo garante que os sub-blocos sejam disjuntos, o que significa que eles não se
sobrepõem uns aos outros. Mais precisamente, o particionamento pode ser descrito

25
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como

sm[i] = si, (m− 1)
K

D
≤ i < m

K

D
; (3.1)

sm[j] = 0, j ̸= i,

onde sm[i] é uma entrada do vetor sm, m = {1, . . . , D} e K, D ∈ 2v; v = {1,2,3, . . .}
[63].

A IFFT é então aplicada separadamente a cada sub-bloco, resultando em vetores
zm = [zm,0, zm,1, . . . , zm,K−1]

T, que são combinados eficientemente para reduzir a
PAPR. O objetivo principal é escolher um conjunto de matrizes de fase que possam
reduzir a PAPR e a probabilidade de várias subportadoras serem adicionadas em fase.
A matriz de fase abrange todas as combinações possı́veis de fase, determinadas pela
ordem da modulação. À medida que a modulação aumenta, o número de combinações
viáveis também cresce. Cada elemento dessa matriz é representado por pm. Assim,
cada fator de fase é associado a zm em busca da combinação que minimize a PAPR.
Portanto, o sinal de saı́da é dado por [64]

z =
D∑

m=1

pmzm, (3.2)

onde o fator de fase é normalmente definido como [64]

pm = ej
2πqm

u , (3.3)

onde 0 ≤ qm ≤ u − 1 e u é o número de fases permitidas. O diagrama de blocos na
Figura 3.1 mostra o transmissor OFDM usando a técnica PTS.
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Figura 3.1: Diagrama de blocos do transmissor PTS-OFDM.

Finalmente, no receptor, o processo de decodificação PTS é realizado em reverso
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ao processo de codificação, conforme ilustrado na Figura 3.2. Nesse contexto, p∗m
representa o conjugado de pm, definido como

p∗m = e−j 2πqm
u . (3.4)
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Figura 3.2: Diagrama de blocos do Receptor PTS-OFDM.

3.2 Complexidade Computacional

Geralmente, usar busca exaustiva para encontrar fatores de fase ótimos que forne-
cem a PAPR reduzida em métodos PTS é caro e inadequado para implementações em
tempo real. Existem muitos algoritmos PTS disponı́veis na literatura que produzem
uma solução subótima com complexidade reduzida. Com base no algoritmo proposto
em [16], a complexidade computacional do PTS pode ser determinada pela contagem
de floating point operations (Flops). E para isso, pode-se levar em consideração a
complexidade do número de iterações IFFT para chegar à PAPR alvo, que gera maior
custo computacional no algoritmo. A complexidade da IFFT já é conhecida na lite-
ratura e é igual a O(K log2K). Deste modo, pode-se concluir que a complexidade
computacional do PTS é

O(DK log2K). (3.5)

O PTS apresenta uma complexidade constante e igual a D. Além disso, o PTS
mantém a BER inalterada em relação ao sinal original, o que pode ser uma vantagem
para sistemas que exigem integridade de sinal.
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3.3 Conclusão

Este capı́tulo apresentou uma descrição detalhada do funcionamento do PTS e da
sua estrutura de implementação, além de uma análise de sua complexidade computa-
cional, fundamentada na contagem de flops nas iterações de IFFTs. Embora o PTS
ofereça uma redução de PAPR, sua limitação em alcançar uma redução significativa
torna-o adequado para cenários em que uma redução modesta de picos de potência é
aceitável.

Em termos de desempenho, o PTS é vantajoso quando a integridade do sinal é pri-
oritária. Contudo, para aplicações que exigem reduções de PAPR mais agressivas,
outros métodos fornecidos na literatura podem ser mais adequados. Assim, o PTS per-
manece uma escolha sólida e amplamente referenciada, especialmente em contextos
que favorecem a simplicidade e a robustez de implementação.
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Técnicas Propostas para a Redução da
PAPR baseada em aprendizado por
padrões

Esta seção apresenta dois novos algoritmos para a redução de PAPR, com o di-
ferencial de garantir o valor alvo de PAPR quando a complexidade não é um fator
limitante. No entanto, as técnicas propostas são eficientes na redução da PAPR mesmo
em cenários em que a complexidade não pode ser elevada. Os algoritmos propostos
são o MCSA e o PLSA, apresentados nas seções 4.1 e 4.2, respectivamente.

4.1 MCSA

A primeira técnica proposta, chamada de MCSA, utiliza um conjunto de subporta-
doras piloto alocadas em posições previamente definidas pela estrutura do quadro da
PHY da Radio Access Network (RAN) [65]. Com essas posições conhecidas, o al-
goritmo realiza uma busca por valores aleatoriamente sorteados dentro de uma faixa
restrita para cada subportadora piloto. Em seguida, o sı́mbolo OFDM é gerado e sua
PAPR é calculada. A PAPR de cada sinal OFDM gerado com as subportadoras piloto
sorteadas é analisada e, caso esteja acima de um limite especı́fico, um novo conjunto
de subportadoras piloto é sorteado. Esse procedimento é repetido até que a PAPR
desejada seja alcançada.

A Figura 4.1 mostra a integração do MCSA no diagrama de blocos do OFDM. No-
vos bits, b, são aceitos, e a chave é fechada apenas se a PAPR desejada for alcançada.

A Figura 4.2 apresenta o fluxograma do MCSA. Para cada vetor de dados s, subpor-
tadoras Kp são definidas como pilotos, o que significa que a carga OFDM é composta

29
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Figura 4.1: Diagrama de blocos do transmissor OFDM com o MCSA.

por K −Kp sı́mbolos úteis. Inicialmente, todas as Kp pilotos assumem o valor ±
√
E,

no qual E é a energia média de s. A PAPR do sinal OFDM correspondente é avaliada
e comparada com um valor alvo Pmax. Se a PAPR resultante for inferior ao valor alvo,
o sinal OFDM é transmitido. Caso contrário, ele é armazenado em smin, e a PAPR
correspondente é salva em Pmin. Sempre que uma nova PAPR menor que Pmin for
encontrada, os valores de Pmin e smin são atualizados; caso contrário, permanecem inal-
terados. Em seguida, um novo conjunto de pilotos aleatórios é gerado e incorporado ao
vetor de dados. A PAPR do novo sinal OFDM é então calculada e novamente compa-
rada com o valor alvo. Este procedimento continua até que uma PAPR abaixo do valor
da PAPR alvo seja encontrada ou o número máximo de tentativas, Nt, seja alcançado.
Este limite é necessário para que seja possı́vel ter um controle da complexidade do sis-
tema. Nesse caso, o sinal OFDM smin é transmitido. No lado do receptor, um OFDM
não modificado é utilizado, uma vez que as subportadoras piloto não interferem nos
procedimentos de detecção.

Se a PAPR alvo for suficientemente alta, o MCSA provavelmente encontrará o
conjunto de subportadoras piloto que atende aos critérios com menos iterações. No
entanto, se a PAPR alvo estiver vários dBs abaixo da PAPR de um sinal OFDM con-
vencional, o número de iterações pode aumentar, elevando a complexidade média do
sistema. A implementação deve ser capaz de lidar com a complexidade de Nt iterações,
embora nem sempre seja necessário executar todas essas iterações. Esse fator implica
em um alto custo de recursos.

É fundamental ressaltar que a introdução das subportadoras piloto resulta em uma
redução da eficiência espectral. A taxa de bits original, antes da inserção das pilotos, é
definida como

Rb =
K log2(M)Rs

(KCP +K)
. (4.1)

Com a inclusão de Kp subportadoras piloto, a nova taxa de bits torna-se
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R
′
b =

(K −Kp) log2(M)Rs

(KCP +K)
. (4.2)

Assim, a perda total da eficiência espectral é dada por

R
′
b

Rb

=
(K −Kp)

K
. (4.3)

4.2 PLSA

Um dos principais problemas do MCSA é justamente a alta complexidade que o
sistema pode atingir em termos do número de IFFTs realizadas até que Pmax seja
alcançado. Isso pode ser minimizado com um algoritmo capaz de associar o conjunto
de subportadoras piloto que resultou na PAPR alvo com algum parâmetro da sequência
de entrada, de modo que esse mesmo conjunto fosse testado inicialmente toda vez que
uma sequência com o mesmo parâmetro fosse usada. O PLSA foi proposto com esse
objetivo, ou seja, é uma técnica baseada no MCSA, mas que visa reduzir a complexi-
dade em termos do número de IFFTs. Para isso, é criada uma memória que associa um
padrão de subportadoras piloto com o desvio padrão de s.

A Figura 4.3 ilustra a mudança que o PLSA faz no diagrama de blocos do OFDM,
enquanto que a Figura 4.4 mostra o fluxograma do algoritmo proposto. Inicialmente,
o desvio padrão da sequência de entrada é verificado na memória, nomeada A. Essa
memória cresce dinamicamente salvando todos os valores de desvio padrão vincula-
dos ao conjunto de pilotos que encontrou Pmax; se existe um conjunto de subportadoras
piloto que já conduziu um sinal OFDM com o mesmo desvio padrão da sequência de
entrada atual, ele será usado como subportadoras piloto em uma primeira iteração, ao
invés de ±

√
E. O número total de conjuntos de pilotos bem-sucedidas encontradas na

memória é salvo na variável I. Isso possibilitará que o algoritmo teste todos os conjun-
tos encontrados até que a PAPR alvo seja encontrada. Caso contrário, as pilotos serão
definidas como ±

√
E. A PAPR do sı́mbolo OFDM resultante é avaliada e comparada

com o valor alvo. Se o alvo da PAPR for atingido, o sinal OFDM é transmitido. Caso
contrário, um novo conjunto de subportadoras piloto é gerado, e o procedimento se
repete até que a PAPR alvo seja alcançada ou o número máximo de tentativas seja atin-
gido. Se a meta da PAPR for atingida, o conjunto de pilotos é armazenado na memória,
vinculado ao desvio padrão de s.

O desvio padrão foi escolhido porque é uma métrica relacionada ao valor RMS
da envoltória do sinal, ou seja, é um conjunto com menor quantidade de elementos
possı́veis em relação ao universo de 2KM vetores de entrada. Assim, há uma maior pro-
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babilidade de que um conjunto de pilotos que reduziu a PAPR de uma dada sequência
também seja eficaz para reduzir a PAPR de outra sequência com a mesma métrica. O
resultado dessa abordagem é um algoritmo de redução de PAPR que provavelmente
alcançará a PAPR alvo com um número menor de iterações, diminuindo a complexi-
dade em termos do número de IFFTs necessárias. Mais uma vez, um receptor OFDM
convencional é empregado.

4.3 Complexidade Computacional

Existem diversas formas de se analisar a complexidade de algoritmos. Nesta seção,
será considerada uma análise da complexidade do MCSA e do PLSA. Neste caso, a
principal diferença será o número de IFFTs realizadas para se atingir o sinal OFDM
com a PAPR alvo, uma vez que essa operação é a que demanda maior custo compu-
tacional para o sistema. Isso ocorre porque, a cada execução em que Pmax não seja
encontrado, torna-se necessário calcular a IFFT novamente, com novas subportadoras
piloto, até que Pmax seja alcançado.

Nos algoritmos MCSA e PLSA, o número de iterações necessárias para atingir Pmax

é uma variável aleatória. Portanto, a Probability Mass Function (PMF) do número de
IFFTs computadas será utilizada para definir a complexidade dos algoritmos.

A PMF permite a comparação do número de IFFTs empregadas pelo MCSA e
PLSA, possibilitando avaliar não apenas o número médio de execuções de IFFTs, mas
também a probabilidade de ocorrência de cenários com maior ou menor número de
iterações.

Os algoritmos podem ser analisados também com base na contagem de flops. As-
sim, pode-se considerar que a complexidade do MCSA e do PLSA, no limite de Pmax
e K, segue a ordem de O(K2 log2K). Isso ocorre porque, ao atingir o valor máximo da
iteração média, como ilustrado nas Figuras 4.5 e 4.6, obtém-se um valor aproximado
de 38 para Pmax = 5dB e K = 64. Esse resultado corresponde, em média, a K/2

iterações, ou seja, 32 iterações para 64 portadoras, um valor próximo ao observado nos
gráficos.

As Figuras 4.5 e 4.6 apresentam os resultados para o MCSA e o PLSA, respecti-
vamente. Nota-se que a curva correspondente ao PLSA é mais suave, refletindo sua
menor complexidade em comparação ao MCSA. Além disso, observa-se um aumento
na média de iterações à medida que o número de portadoras e Pmax cresce. Isso evi-
dencia o impacto da complexidade em termos do número de operações de IFFT, que
se torna mais significativo conforme o valor alvo de PAPR e K aumentam.
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4.4 CCDF no contexto de análise de desempenho da
PAPR

A CCDF é particularmente útil na análise da PAPR, pois mostra a probabilidade
de uma PAPR maior que um dado valor de referência ocorrer. A queda assintótica da
CCDF indica o valor da PAPR máxima estimada para uma dada técnica. Logo, quanto
mais à esquerda a CCDF, mais eficiente é a técnica de redução da PAPR.

Para compreender melhor a CCDF, é essencial que se defina, primeiramente, a
Cumulative Distribution Function (CDF), já que uma depende da outra. Por definição,
a CDF de uma variável aleatória contı́nua P é dada por [66]

FP(Pthresh) = P [P ≤ Pthresh], −∞ ≤ Pthresh ≤ ∞, (4.4)

em que FP(Pthresh) representa a probabilidade de P assumir um valor menor ou igual
a Pthresh.

A CCDF, por sua vez, fornece a probabilidade de que a variável aleatória P seja
maior que um valor especı́fico Pthresh. Matematicamente, a CCDF é definida como

F̄P(Pthresh) = 1− FP(Pthresh). (4.5)

A Figura 4.7 ilustra a CCDF da PAPR de sı́mbolos OFDM obtidos com 16-QAM,
considerando diferentes números de subportadoras (32, 64 e 256). Observa-se na figura
que o aumento do número de subportadoras resulta no aumento da PAPR, ou seja,
quanto maior o número de subportadoras, maior a chance das fases se alinharem de
maneira construtiva em determinados instantes, gerando picos de alta potência. De
fato, a PAPR de um sı́mbolo OFDM modulado por uma constelação M -QAM pode
ser assintoticamente representada por [67]:

Pass = 2 ln(K). (4.6)

4.5 Conclusão

Neste capı́tulo, foram abordadas duas técnicas inovadoras para a redução da PAPR
em sistemas OFDM: o MCSA e o PLSA. Ambas as técnicas foram desenvolvidas
com o objetivo de mitigar as limitações impostas pela alta PAPR, como a saturação
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dos amplificadores e a perda de eficiência espectral, garantindo desempenho adequado
mesmo em sistemas onde a complexidade é um fator limitante.

O MCSA demonstrou ser uma abordagem eficaz para alcançar valores alvo de
PAPR ao explorar a variabilidade de subportadoras piloto de forma iterativa, embora
possa ter um custo computacional elevado em determinados cenários. Esse método
permite controlar o nı́vel de complexidade por meio da definição do número máximo
de tentativas, Nt, o que é essencial para o gerenciamento de recursos em cenários mais
complexos.

Por outro lado, o PLSA foi projetado para reduzir a complexidade do MCSA, asso-
ciando padrões de subportadoras piloto com caracterı́sticas estatı́sticas das sequências
de entrada, como o desvio padrão. A técnica propõe uma memória associativa que
permite reutilizar subportadoras piloto eficazes para atingir a PAPR desejada, dimi-
nuindo o número de IFFTs necessárias. Este mecanismo de redução de complexidade
é especialmente vantajoso em cenários onde a PAPR alvo é significativamente inferior
ao valor da PAPR de um sinal OFDM convencional. A análise de desempenho dos
métodos serão abordados no capı́tulo 6.
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Figura 4.2: Fluxograma do MCSA.
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Figura 4.3: Diagrama de blocos com a adição do bloco de memória para execução do PLSA.
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Figura 4.5: Número médio de iterações para calcular a complexidade em termos de IFFTs,
comparado a Pmax e o número de portadoras no MCSA.

40

50

60
5

5.5
6

6.5
7

7.5
8

5

10

15

20

25

30

35

40
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Figura 4.6: Número médio de iterações para calcular a complexidade em termos de IFFTs,
comparado a Pmax e o número de portadoras no PLSA.
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Capı́tulo 5

Técnica de redução de PAPR baseada
em Neural Network

Os métodos MCSA e PLSA podem ser usados para criar um conjunto de dados ro-
tulado, no qual a entrada é o vetor de sı́mbolos de dados e a saı́da é a carga útil OFDM,
com subportadoras piloto incorporadas nas posições designadas. Como ambos os al-
goritmos apresentam o mesmo desempenho, foi utilizado opcionalmente o conjunto
de dados do MCSA para o treinamento da NN. Esta é a abordagem que este capı́tulo
apresenta.

Para facilitar a compreensão do treinamento, este Capı́tulo abordará na seção 5.1 os
dados de entrada e saı́da da NN, na seção 5.2 o processo de treinamento da NN e, por
fim, na seção 5.3 a complexidade computacional do método. A análise de desempenho
do método será analisada no Capı́tulo 6.

5.1 Entrada e Saı́da da NN

O conjunto de dados é composto por cada linha representando um sı́mbolo OFDM
transmitido no MCSA com K subportadoras. Em outras palavras, o conjunto de dados
é a composição de todos os N sı́mbolos transmitidos no MCSA, com a PAPR reduzida
ao valor alvo Pmax.

A NN proposta recebe como entrada o conjunto de dados com as posições das
subportadoras piloto definidas como zero, representadas por S ∈ CN×K . Durante o
treinamento, a saı́da desejada é o conjunto de dados onde essas posições piloto fo-
ram preenchidas com os valores calculados anteriormente no MCSA, denotados por
So ∈ CN×K . O objetivo da NN é prever corretamente os valores das subportadoras
piloto originalmente zeradas, tendo como referência a saı́da esperada So.

38
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5.2 Treinamento da NN

Antes de iniciar o procedimento de treinamento, é necessário reescrever a entrada
como a concatenação de suas partes real e imaginária, resultando em S̄ ∈ CN×2K . Isso
é necessário para que o framework utilizado, o TensorFlow, consiga processar os dados
corretamente, pois, nesse caso, ele aceita apenas valores reais. Matematicamente, isso
pode ser descrito como

S̄ = [ℜ(S) ℑ(S)], (5.1)

onde as primeiras K colunas correspondem à parte real ℜ(S), e as K colunas restantes
correspondem à parte imaginária ℑ(S). Observe que (5.1) é usado apenas como um
meio para organizar os dados de recursos de entrada da NN em um formato conveni-
ente. Como pode ser visto na Figura 5.1, a NN usada neste trabalho é um perceptron
multicamadas totalmente conectado [68]. Portanto, S̄ é alimentado para uma camada
de entrada, ℓ = 0, chamada Flatten. Essa camada é responsável por tornar os dados
multidimensionais em unidimensionais, ou seja, irá entrar a matriz S̄ e sair um vetor
com 2K elementos, mantendo as mesmas caracterı́sticas dos dados originais, para que
possam ser processados adequadamente durante o treinamento. Após isso, os dados
são processados pelas camadas ocultas, ℓ = {1, 2, . . . , L}, e então a camada de saı́da
fornece So. S̃ = ℜ(So) + jℑ(So), ou seja, é a matriz de saı́da que contém o formato
original com os números complexos. Portanto, a saı́da yn,ℓ para o n-ésimo neurônio da
ℓ-ésima camada pode ser descrita como

yn,ℓ = fn,ℓ(ω
T
n,ℓsℓ−1 + βn,ℓ), (5.2)

onde n ∈ {1, . . . , Gℓ}, em que Gℓ é o número total de neurônios para a ℓ-ésima ca-
mada, ωn,ℓ representa o vetor de peso, βn,ℓ é o viés e fn,ℓ(·) descreve a função de
ativação, toda associada ao n-ésimo neurônio da camada ℓ.

Neste trabalho, é usada uma abordagem de aprendizado supervisionado, onde uma
função de perda é empregada para minimizar o erro entre os resultados previstos e
reais, levando a [69]

L(Ω,β) =
1

N

N∑
n=1

L(S̄, S̃(Ω,β)), (5.3)

onde L(·) é a função de perda, e Ω e β são os parâmetros que estão sendo otimizados.
Mais especificamente, a função de perda empregada neste trabalho é o Mean Squase

Error (MSE) [69]



Capı́tulo 5 5.2. Treinamento da NN 40

L(Ω,β) =
1

N

N∑
n=1

∥S̄n − S̃n∥2, (5.4)

onde ∥ · ∥2 é a norma quadrática e S̄n (S̃n) representa a n-ésima linha de S̄ (S̃).
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Figura 5.1: Uma arquitetura de rede neural que consiste em uma camada de entrada, camadas
ocultas e uma camada de saı́da.

Além disso, os hiperparâmetros usados neste trabalho podem ser vistos na Tabela
5.1. O hiperparâmetro utilizado é a inicialização do kernel, para o qual o método
Glorot Normal [70] é usado, sendo também amplamente adotado na literatura. Este
método é escolhido porque fornece uma inicialização de kernel adequada, evitando
valores excessivamente altos que poderiam causar saturação durante a ativação, bem
como valores muito baixos, que poderiam levar ao problema de desaparecimento de
gradiente, impedindo o aprendizado eficiente da rede [71]. O método Glorot Normal

inicializa os pesos a partir de uma distribuição normal com média zero e variância
2/(Gℓ−1 +Gℓ). Além disso, a função de ativação não linear usada é a Rectified Linear

Unit (ReLU), que pode ser denotada como [69]

ReLU(zi) = max(0, zi), ∀zi ∈ z, (5.5)

onde z representa a saı́da do n-ésimo neurônio da ℓ-ésima camada.

O otimizador Adam foi escolhido por aprimorar a descida do gradiente Stochastic

Gradient Descent (SGD), considerando tanto a média quanto a variância do gradiente.
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Enquanto o SGD utiliza apenas o gradiente instantâneo, estando sujeito a oscilações,
ruı́dos e desvanecimento do gradiente, o Adam atenua essas limitações ao incorporar
a média do gradiente. Além disso, ao levar em conta a variância do gradiente, ele
ajusta dinamicamente a taxa de aprendizado para cada parâmetro, proporcionando uma
convergência mais estável e eficiente [72]. A arquitetura da rede neural inclui uma
única camada oculta com 500 neurônios. Os hiperparâmetros apresentados na Tabela
5.1 foram definidos com base em extensivos testes, nos quais diferentes quantidades
de camadas ocultas e neurônios foram avaliadas. A configuração final foi escolhida
por apresentar o melhor desempenho entre as alternativas testadas.

Tabela 5.1: Arquitetura de Rede Neural

Camada de Entrada Camada Oculta Camada de Saı́da
Número de Neurônios 2K 500 2K
Função de Ativação Nenhum ReLU Nenhum

Inicializador de Kernel Nenhum Glorot Normal Glorot Normal
Taxa de Aprendizagem 10−3

Função de Perda MSE
Otimizador Adam

5.3 Complexidade Computacional

É possı́vel estimar a complexidade computacional da NN proposta usando o método
de contagem de Flops [73]. Como a saı́da de cada camada é obtida por (5.2), a com-
plexidade pode ser expressa por [69]

O
(

dim(̄s)G0 +
L∑

ℓ=1

Gℓ−1Gℓ +GLGL+1

)
, (5.6)

onde dim(·) é o tamanho dos dados de entrada, ℓ é o ı́ndice da camada e L é o número
total de camadas ocultas. A contagem de flops entre a camada de entrada e a primeira
camada oculta é G0, enquanto para a última camada oculta conectada à camada de
saı́da é GLGL+1. Para a NN proposta, como já mencionado na Tabela 5.1, G0 = GL+1,
dim(̄s) = 2K, G0 = 2K e L = 1. Portanto, (5.6) pode ser reduzida para

O (2K(2K +GL) + 2KGL) , (5.7)

e mais adiante, resultando em

O
(
K2 +KGL

)
. (5.8)

Após o treinamento da NN é utilizado somente uma IFFT, neste caso, a complexi-
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dade total da NN é dada por

O(K2 +KGL +K log2K). (5.9)

onde K log2K é a complexidade conhecida da IFFT [74].

5.4 Conclusões

Este capı́tulo apresentou uma abordagem inovadora para a redução da PAPR em
sistemas OFDM, utilizando uma NN treinada de forma supervisionada com base nos
dados obtidos pelo método MCSA. A estrutura do modelo foi detalhada em termos de
entradas e saı́das, e o treinamento foi discutido em profundidade, incluindo o cálculo
da complexidade computacional. Observou-se que a implementação da NN apresenta
uma complexidade computacional reduzida, sendo fortemente influenciada pelo termo
KGL, somado ao termo dominante K2. Esses cálculos mostram que a abordagem
proposta oferece um potencial significativo para atingir o desempenho do MCSA com
menor custo computacional, contribuindo para a eficiência dos sistemas OFDM.



Capı́tulo 6

Análise de Desempenho

Esta seção avalia o desempenho dos algoritmos MCSA, PLSA e NN, abordados
nos Capı́tulos 4 e 5. O capı́tulo também faz a comparação dos algorı́timos com o
método tradicional e consolidado na literatura, PTS, abordado no Capı́tulo 3. Todas
as simulações foram feitas por meio do Python. As métricas utilizadas na avaliação
são a PAPR, a BER e a complexidade computacional em termos do número de IFFTs
necessárias para produzir um sı́mbolo OFDM com a PAPR reduzida.

Neste capı́tulo, considerou-se um sistema OFDM composto por 64 subportadoras,
com sı́mbolos modulados pela constelação 16-QAM. Tanto o MCSA quanto o PLSA
utilizam Pmax igual a 5 dB e 6 dB, pois esses foram os menores valores testados que
apresentaram um bom equilı́brio entre a complexidade computacional e a redução da
PAPR. Para valores inferiores a 5 dB, a complexidade torna-se excessivamente alta,
podendo resultar em tempos de execução indefinidos, a menos que se imponha um li-
mite máximo de tentativas. São empregadas duas subportadoras piloto, alocadas nas
subportadoras k = 1 e k = 62. Para a análise da complexidade do MCSA e do PLSA,
foram transmitidos 1.000.000 sı́mbolos OFDM, garantindo uma base extensa para ava-
liar a redução de complexidade do PLSA em relação ao MCSA. Um maior número
de sı́mbolos permite armazenar mais informações na memória do PLSA, tornando a
comparação mais precisa. Para a NN, foi utilizado um conjunto de dados com 4.500

sı́mbolos transmitidos do MCSA, pois aumentar a quantidade de dados não resultou
em melhorias no desempenho. Além disso, o objetivo era atingir um bom desempenho
no menor tempo possı́vel. O esquema PTS emprega D = 4, conforme frequentemente
utilizado na literatura [75].

Neste caso, as posições das subportadoras piloto são fixas e foram selecionadas de
forma a garantir uma distribuição uniforme no espectro. Optou-se por utilizar apenas
duas subportadoras piloto para minimizar a perda na eficiência espectral do sistema,

43
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uma vez que somente duas foram o suficientes para alcançar os alvos de PAPR.

6.1 Avaliação da PAPR

A Figura 6.1 mostra as curvas da CCDF da PAPR para MCSA, PLSA e PTS. Nesta
figura, é possı́vel concluir que o MCSA e o PLSA alcançam o mesmo desempenho
em termos de redução de PAPR, já que o alvo para ambos é o mesmo. O PTS atinge
uma redução de PAPR de aproximadamente 1 dB em relação ao OFDM convencional,
sendo superado pelos algoritmos propostos.

Foi usado um Nt = 30 para uma Pmax = 6 dB e um Nt = 100 para uma
Pmax = 5 dB. Ao atingir o número máximo de tentativas Nt, os algoritmos MCSA
e PLSA escolhem o sı́mbolo OFDM que mais se aproxima da PAPR alvo, o que pode
ser claramente observado na figura quando as curvas tendem a se deslocar para a direita
quando se encontra valores menores de CCDF.

O PTS tem como objetivo reduzir somente o valor mı́nimo em relação ao OFDM
convencional, conforme mencionado no Capı́tulo 3. Dessa forma, ao atingir um va-
lor de PAPR abaixo do que está sendo comparado, este já é aceito, resultando em
uma redução de PAPR bem baixa. Por outro lado, ambos os algoritmos, MCSA e
PLSA, têm como objetivo reduzir a PAPR até atingir Pmax. Nos casos em que Nt
é alcançado, os algoritmos determinam o valor de PAPR que mais se aproximou da
PAPR alvo até aquele momento. Isso resulta em um leve deslocamento nas curvas de
desempenho, com valores de PAPR mais elevados em comparação ao valor alvo, espe-
cialmente para valores menores de CCDF. Esse deslocamento ocorre porque as PAPRs
refletidas são as obtidas após atingir Nt, como ilustrado na Figura 6.1.

Considerando que Nt é um valor elevado com baixa probabilidade de ser atingido e
que ambos os algoritmos, MCSA e PLSA, apresentam desempenho equivalente, optou-
se por utilizar o banco de dados do MCSA para treinar a NN. O treinamento foi rea-
lizado com as portadoras piloto obtidas pelo MCSA, garantindo uma Pmax = 6 dB. A
Figura 6.2 ilustra a eficiência do treinamento, evidenciada por um MSE de 10−4 entre
a entrada e a saı́da da NN, demonstrando sua alta precisão na preservação dos valores
ajustados.

Foram utilizadas 3.000 épocas para o treinamento da NN, isso porque 3.000 foi o
número de épocas que obteve melhor resultado em termos de desempenho consistente
nos estágios de treinamento e validação. A perda foi reduzida a aproximadamente
10−4 em ambos os estágios, conforme ilustrado na Figura 6.3. Além disso, o modelo
alcançou uma precisão de 89% nos dados de treinamento e teste, conforme apresentado
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Figura 6.1: PAPR para o MCSA e o PLSA com Pmax = 5 dB e Pmax = 6 dB, e para o PTS
sendo comparado com o OFDM convencional.

na Figura 6.4, evidenciando sua capacidade de generalização e um bom equilı́brio entre
os estágios de treinamento e validação.

6.2 Avaliação da Complexidade

A Figura 6.5 apresenta a PMF do número de IFFTs dos algoritmos PLSA e MCSA
quando Pmax = 6 dB, e também do PTS. A partir desta figura, pode-se concluir que
tanto o MCSA quanto o PLSA apresentam maior complexidade em relação ao PTS,
uma vez que ambos os algoritmos propostos são dependentes da PAPR alvo. Em outras
palavras, quanto menor a PAPR alvo, maior será a variação no número de IFFTs ne-
cessárias e, consequentemente, maior a complexidade. Em contraste, o PTS mantém
uma complexidade constante, igual a D, independentemente da PAPR alvo. No en-
tanto, é importante ressaltar que essa comparação não é totalmente justa, pois os algo-
ritmos propostos conseguem atingir valores de PAPR mais baixos do que o PTS. Além
disso, é possı́vel observar que o PLSA pode reduzir a complexidade do sistema quando
comparado com o MCSA, ao exigir um número menor de IFFTs para atingir a PAPR
alvo. Isso se deve à inclusão da memória no PLSA, que leva a um conjunto de pilotos
capazes de reduzir a PAPR sem necessidade de busca iterativa.

A Figura 6.6 também mostra a PMF do número de IFFTs, mas agora para
Pmax = 5 dB. Como se pode ver, o número de IFFTs necessárias para atingir a meta de
PAPR aumenta significativamente tanto para o MCSA quanto para o PLSA, isso por-
que quanto menor a PAPR alvo, mais IFFTs serão requeridas, uma vez que será exigido
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Figura 6.2: PAPR para o MCSA e a NN com Pmax = 6 dB, e para o PTS sendo comparado
com o OFDM convencional.
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Figura 6.3: Avaliação de perdas para a NN usando 3000 épocas.

maior esforço do algoritmo. Assim, é possı́vel concluir que os algoritmos propostos
permitem um trade-off entre complexidade e redução de PAPR.

O controle de complexidade dos algoritmos MCSA e PLSA é feito por meio da
determinação de um número máximo de tentativas, Nt, e do valor da PAPR alvo. Neste
trabalho, as simulações tiveram como objetivo demonstrar que ambas as técnicas po-
dem atingir a PAPR alvo. Assim, para gerar a Figura 6.5, foi escolhido um Nt = 30,
e para gerar a Figura 6.6, foi selecionado um Nt = 100, mantendo o controle da
complexidade de acordo com a necessidade do usuário. Além disso, é possı́vel ob-
servar na Figura 6.5 um pequeno pico para um número de iterações igual a 30, e um
pico mais acentuado na Figura 6.6 para 100 iterações. Esse aumento ocorre porque,
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Figura 6.4: Avaliação da acurácia para a NN usando 3000 épocas.

para Pmax = 5 dB, foi necessário utilizar um maior número de IFFTs, o que fez com
que o número máximo de tentativas fosse atingido com maior frequência do que para
Pmax = 6 dB.
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çã
o
M
a
ss
a
d
e
P
ro
b
a
b
il
id
a
d
e PLSA

MCSA
PTS

Figura 6.5: Complexidade computacional em termos de número de IFFTs, assumindo
Pmax = 6 dB.

A Tabela 6.1 apresenta as principais estatı́sticas referentes à complexidade em ter-
mos do número de IFFTs para todos os cenários avaliados neste trabalho.

Para Pmax = 6 dB, embora os novos algoritmos MCSA e PLSA apresentem com-
plexidade média semelhante à do PTS, sua alta variância sugere possı́veis picos de
complexidade, especialmente para o MCSA. No entanto, o PLSA apresenta uma li-
geira vantagem, com média e variância mais baixas. Para Pmax = 5 dB, observam-se
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Figura 6.6: Complexidade computacional em termos de número de IFFTs, assumindo
Pmax = 5 dB.

Tabela 6.1: Complexidade dos algoritmos propostos em termos de iterações IFFTs.

Pmax = 6 dB Pmax = 5 dB
Parâmetros MCSA — PLSA MCSA — PLSA PTS NN

Média 3.94 — 3.61 31.26 — 29.64 4 1
Variância 18.87 — 17.91 1010.30 — 1014.02 0 0

Desvio Padrão 4.34 — 4.23 31.79 — 31.84 0 0

altos valores de variância e média. Isso ocorre porque o sistema se torna mais com-
plexo à medida que a Pmax é reduzida. Neste caso, ambos os novos algoritmos apre-
sentam maior complexidade média em comparação com o PTS. Contudo, é importante
ressaltar que tanto o MCSA quanto o PLSA permitem atingir uma PAPR alvo, o que
não pode ser feito pelo PTS. Portanto, se a complexidade for permitida, os algoritmos
propostos podem ser utilizados para alcançar uma PAPR reduzida.

Após o treinamento, a complexidade da NN é constante e igual a 1. A principal
vantagem do método NN proposto, em comparação aos métodos MCSA e PLSA, é a
variância zero com relação ao número de iterações IFFTs, independentemente do valor
de Pmax. A variância, neste contexto, refere-se à medida de dispersão ou variabilidade
no número de iterações necessárias para atingir um alvo especı́fico de PAPR. Uma
variância zero indica que a NN mantém uma complexidade computacional fixa, não
variando de acordo com as condições operacionais.

A complexidade em termos de número de iterações IFFT dos algoritmos MCSA,
PLSA, PTS e NN pode ser vista na Tabela 6.2.

A complexidade da NN é dominada pelo termo K2, que representa o maior custo
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Tabela 6.2: Complexidade dos algoritmos propostos.

Método Complexidade
Neural Network O(K2 +KGL +K log2K)
MCSA e PLSA O(νK log2K)

PTS O(DK log2K)

computacional, especialmente em sistemas com um grande número de subportado-
ras. Contudo, o termo KGL também contribui para a complexidade, dependendo
do número de camadas da NN. Além disso, após o treinamento é feito somente uma
IFFT na NN, resultando então na soma de K log2K. No caso do MCSA e do PLSA,
destaca-se o parâmetro ν, que corresponde à média em termos de iterações de IFFTs.
Esse parâmetro é acompanhado por um termo logarı́tmico, o que aumenta significa-
tivamente o custo computacional, sobretudo em sistemas com um elevado número de
subportadoras.

6.3 Avaliação da BER

O principal objetivo desta seção é avaliar o impacto das técnicas de redução de
PAPR no desempenho de BER. Para tanto, todas as curvas BER são obtidas conside-
rando um canal AWGN. A Figura 6.7 apresenta o desempenho de BER para um sistema
OFDM empregando MCSA, PLSA, NN e PTS. Todas as curvas são comparadas com
a curva teórica, que é dada por

pe = µ̄Q

(√
ξ
ϵE

N0

)
, (6.1)

onde ϵ = (K −Kp)/K representa a eficiência espectral do MCSA, do PLSA e da NN.
Para o PTS, temos ϵ = 1, pois Kp = 0, já que não foram utilizadas subportadoras
piloto nesse método. Assim, a curva teórica original tem ϵ = 1, enquanto a curva
teórica do MCSA, com K = 64 e Kp = 2, resulta em ϵ = 0.97.

Como pode ser visto na Figura 6.7, os métodos propostos mostram uma pequena
perda no desempenho em termos de BER em comparação com a curva teórica e com
o PTS. Esta deterioração do desempenho deve-se à inclusão de subportadoras piloto
no MCSA e no PLSA, o que reduz a eficiência espectral do sistema, uma vez que a
potência empregada nas pilotos não carrega informação. No entanto, para a numerolo-
gia empregada nas simulações, onde Kp = 2 e K = 64, esta perda é pequena quando
comparada aos benefı́cios da baixa PAPR.
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Figura 6.7: Desempenho em termos de BER para o OFDM, considerando as técnicas de
redução de PAPR analisadas, utilizando o canal AWGN.

6.4 Conclusão

Neste capı́tulo, foram apresentadas a eficácia dos algoritmos propostos para redução
de PAPR em sistemas OFDM. Através das métricas analisadas, foi possı́vel avaliar
como o MCSA, o PLSA, a NN e o PTS desempenham em relação à PAPR, à BER e à
complexidade computacional, com ênfase nas operações de IFFTs necessárias.

Os resultados evidenciam que os algoritmos MCSA e PLSA são eficazes na redução
da PAPR, alcançando desempenho superior ao PTS. Enquanto o PTS reduz a PAPR
de maneira limitada, o MCSA e o PLSA conseguem atingir a meta da PAPR es-
tabelecida, apesar de uma complexidade computacional ligeiramente superior. Esta
diferença reflete-se na necessidade de um maior número de iterações de IFFTs para
atingir a PAPR alvo, especialmente para Pmax = 5 dB, onde a complexidade aumenta
significativamente. O uso da NN mostrou-se vantajoso no que diz respeito à complexi-
dade computacional. A NN permite uma execução constante e com variância zero no
número de IFFTs, oferecendo uma alternativa com complexidade fixa e também man-
tendo o mesmo desempenho dos algoritmos PLSA e MCSA. Em termos de desempe-
nho da BER, houve uma pequena deterioração nos métodos propostos em relação ao
PTS, isso por conta da inserção das pilotos. No entanto, essa perda é pequena quando
comparada aos grandes benefı́cios da redução da PAPR.
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Conclusão

Este trabalho apresenta três algoritmos para reduzir a PAPR em sistemas OFDM,
dado um valor alvo. O primeiro algoritmo, denominado MCSA, procura aleatoria-
mente por um conjunto de subportadoras piloto que possam resultar na PAPR desejada.
O segundo algoritmo, denominado PLSA, emprega uma memória para vincular o des-
vio padrão da sequência de entrada com o conjunto de subportadoras que alcançaram a
PAPR desejada nos sı́mbolos OFDM anteriores. Ao utilizar esta memória, o algoritmo
pode reduzir o número de tentativas necessárias para atingir a PAPR alvo. O terceiro
algoritmo é uma NN capaz de atingir o mesmo desempenho do MCSA e do PLSA,
porém com uma complexidade reduzida.

Os algoritmos propostos foram comparados com o PTS, que foi utilizado como re-
ferência, dada a sua popularidade na literatura. Assim como a maioria das técnicas de
redução de PAPR disponı́veis, embora o PTS possa reduzir a PAPR, ele não pode vi-
sar uma PAPR alvo especı́fica, o que constitui a principal contribuição dos algoritmos
propostos. Em termos de redução de PAPR, os algoritmos propostos superaram o PTS,
uma vez que os algoritmos propostos reduzem a PAPR até um valor alvo especificado,
enquanto o PTS reduz de forma mı́nima. Em termos de BER, os algoritmos propostos
apresentam um declı́nio no desempenho em comparação com o PTS. Finalmente, em
termos de complexidade, medida pelo número de IFFTs realizadas para gerar um si-
nal OFDM, o PTS tem uma complexidade fixa em D. A complexidade para o MCSA
e o PLSA é uma variável aleatória, cujas estatı́sticas dependem da PAPR alvo. Para
uma Pmax maior, a complexidade média dos algoritmos MCSA e PLSA pode ser com-
parável àquela apresentada pelo PTS. Se a PAPR alvo for reduzida, a complexidade
dos algoritmos MCSA e PLSA aumenta consideravelmente. Em todas as situações, o
PLSA é, em média, menos complexo que o MCSA. A principal vantagem de usar a
NN é a complexidade em termos de número de IFFTs com variância zero para qualquer
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valor de Pmax, enquanto para o MCSA e o PLSA, a variância da complexidade varia
com Pmax. Apenas duas subportadoras piloto foram usadas no MCSA e no PLSA para
reduzir o impacto da técnica proposta na eficiência espectral geral do sistema, sendo
que, para os propósitos deste trabalho, Kp = 2 foi suficiente para atingir a PAPR de-
sejada. No futuro, será realizada a validação experimental, com aplicação prática em
cenários reais. Além disso, pretende-se utilizar técnicas de aprendizado por reforço,
eliminando a necessidade de treinamento.
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[1] N. Rajatheva, I. Atzeni, E. Björnson, A. Bourdoux, S. Buzzi, J.-B. Doré, S. Erku-
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